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2 Informacja o dotychczasowym zatrudnie-
niu w jednostkach naukowych lub arty-
stycznych

e Adiunkt badawczo-dydaktyczny w Zakltadzie Sterowania w Instytucie
Sterowania i Elektroniki Przemystowej na Wydziale Elektrycznym Poli-
techniki Warszawskiej w okresie od pazdziernika 2012 do chwili obecnej.

e Adiunkt badawczo-dydaktyczny w Pracowni Systemow Inteligentnych
w Instytucie Badan Systemowych Polskiej Akademii Nauk w okresie od
pazdziernika 2012 do czerwca 2013.

e Asystent badawczo-dydaktyczny w Zaktadzie Sterowania w Instytucie
Sterowania i Elektroniki Przemystowej na Wydziale Elektrycznym Poli-
techniki Warszawskiej w okresie od stycznia 2012 do pazdziernika 2012.

Czesé 11

1 Omoéwienie osiggnieé¢, o ktérych mowa w
art. 219 ust. 1 pkt. 2 ustawy z dnia 20 lip-
ca 2018 r. Prawo o szkolnictwie wyzszym i
nauce (Dz. U. z 2021 r. poz. 478 z pdzn.
zm.)

W niniejszych rozdziatach autoreferatu zaprezentowane zostana gtéwne osia-
gniecia naukowe autora, ktore wybrane zostaty jako jego istotny wkitad w
rozwo]j dziedziny badawczej sztucznej inteligencji i uczenia maszynowego.

Ta czes¢ autoreferatu podzielona zostata na trzy rozdzialy odpowiadaja-
ce trzem obszarom uczenia maszynowego, w ktérych to autor zaproponowat
wlasne rozwigzania, bedace przedmiotem jego najwazniejszych publikacji na-
ukowych.

W odpowiednich podrozdziatach przyblizone sa innowacyjne elementy,
ktore autor wprowadza w kolejno rozwazanych metodach i algorytmach ana-
lizy danych. Catos¢ dorobku oryginalnego moze by¢ natomiast ujeta okresle-
niem — ,wktad w rozwoj obszaru badawczego redukeji wymiarowosci, klaste-
ryzacji i wykrywania danych odstajacych w uczeniu maszynowym”.

Poszczegdlne osiggniecia autora, prezentowane w niniejszym autorefera-
cie maja charakter udoskonalen i rozszerzen istniejacych metod i algorytméow
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Tabela 1: Zestawienie danych dotyczacych publikacji wnioskodawcy prezen-
towanych w ramach cyklu powigzanych tematycznie artykutéw naukowych
(ostatnia aktualizacja cytowan: 22 czerwca 2023)

Wktad
wnio- . Punkty | Cytowania | Cytowania ROk.
Artykut skodaw- Impact Factor CiteScore MEiN (WoS) (Scopus) 11{1;211_

cy

[1] 100% 9.657 13.1 200 3 4 2021
2] 100% 7.802 11 140 5 9 2021
[3] 70% Nie dotyczy Nie dotyczy 20 3 2 2016
[4] 100% 8.665 12.2 140 0 0 2023
[5] 50% 8.518 155 140 16 17 2014
[6] 100% 2.565 4.2 70 3 5 2016
[7] 70% 0.402 1.8 20 5 6 2013
8] 100% 8.139 12 200 70 94 2014
9] 100% 8.139 12 200 45 57 2012

uczenia maszynowego. Kazdej takiej modyfikacji z kolei towarzyszy teore-
tyczne uzasadnienie, ktérego celem jest przekonujace wyttumaczenie podej-
mowanych krokéw i decyzji, zmierzajacych ku uzyskaniu nowych, poprawio-
nych wersji rozwazanych technik analizy danych, tak, aby finalnie otrzymac
wyzsza skutecznosé¢ ich dzialania, zweryfikowana i potwierdzona stosownie
przeprowadzonym studium eksperymentalnym.

W ten sposéb, autor ma zamiar wyjasni¢ przyczyny i cel zmian wprowa-
dzanych w analizowanych podejsciach z dziedziny uczenia maszynowego od
strony czysto teoretycznej. Ocena empiryczna skutecznosci dziatania nowych,
proponowanych wersji rozwazanych metod bedzie zatem jedynie sprawdze-
niem i weryfikacja stusznosci przyjetych i przedstawionych weze$niej postu-
latéw w sferze teoretycznej.

Tabela 1 przedstawia dane bibliometryczne dotyczace publikacji wniosko-
dawcy prezentowanych w ramach cyklu powigzanych tematycznie artykutow
naukowych.

Zagadnienia uczenia maszynowego bedace tredcia prac [1, 2, 3, 4, 5, 6, 8, 9]
podejmowane sa w sposob gruntowny, wnikliwy i wyczerpujacy, zas sam wnio-
skodawca starat sie dotozy¢ wszelkich staran, aby prace te miaty charakter



kompletnego i analitycznego studium naukowego o istotnym i zauwazalnym
wktadzie oryginalnym, zaréwno w sferze rozwazan teoretycznych, jak i prak-
tycznych badan i eksperymentow.

Gléwne osiagniecia wnioskodawcy mozna uja¢ w skroconej formie naste-

pujaco:

e sformutowanie adaptacyjnej postaci metody NeRV opartej o wstepna
klasteryzacje wejSciowych danych (artykut [1]),

e zaproponowanie udoskonalenia metody SOM, w ktéorym zachowywane
jest rozproszenie wejsciowych danych (artykut [2]),

e zaproponowanie udoskonalenia metody SOM bazujacego na charakte-
rystyce czestosciowej wejsciowych danych (artykutl [3]),

e zaprojektowanie asymetrycznej wersji metody NeRV, ktora odzwiercie-
dla asymetryczne powiazania pomiedzy wejsciowymi danymi oraz dazy
do zachowania ich topologii poprzez wykorzystanie geometrycznej re-
prezentacji wejéciowych danych (artykut [4]),

e opracowanie asymetrycznej odmiany metody klasteryzacji danych k-
centroidéw (artykul [5]),

e wprowadzenie polgczenia asymetrycznej wersji algorytmu SOM oraz
asymetrycznej postaci techniki klasteryzacji danych k-$rednich (arty-
kut [6]),

e przystosowanie asymetrycznego podejscia SOM do wizualizacji szere-
gbéw czasowych (artykut [7]),

e zaproponowanie metody wykrywania danych odstajacych za pomoca
mapy SOM oraz algorytmu klasyfikacji progowej (artykut [8]),

e sformutowanie techniki wykrywania danych odstajacych z wykorzysta-
niem rozkladu probabilistycznego LDA (artykut [9]).

Wszystkie te proponowane rozwigzania i udoskonalenia istniejacych me-
tod uczenia maszynowego oméwione sg w kolejnych rozdziatach niniejszego
autoreferatu.



2 Redukcja wymiarowosci danych

Pierwszym omawianym w niniejszym autoreferacie obszarem badawczym jest
redukcja wymiarowosci danych lub tez inaczej méwiac redukcja liczby wy-
miaréw danych. Jest to poddziedzina uczenia maszynowego.

Celem redukcji wymiarowosci danych jest sformutowanie przeksztatcenia
o charakterze rzutowania prowadzacego z wejSciowego, oryginalnego, wielo-
wymiarowego zbioru danych do wejéciowego, wynikowego, niskowymiarowego
zbioru danych, w taki sposob, aby w wyjsciowej przestrzeni danych zachowa-
ne zostaly podobienstwa pomiedzy punktami danych, ktore istnieja w wej-
Sciowej przestrzeni danych. Do dyspozycji sa zaréwno techniki liniowe, jak i
nieliniowe oraz podejscia nadzorowane, jak i nienadzorowane.

O redukcji wymiarowo$ci danych mozna méwic zawsze, gdy liczba wymia-
row w przestrzeni wyjsciowej jest mniejsza od liczby wymiaréw w przestrzeni
wejsciowej. Jednakze, w szczegdlnym przypadku, gdy liczba wymiaréw w
przestrzeni wyjsciowej jest rowna jeden, dwa lub trzy, wowczas mowi¢ mozna
o wizualizacji danych, poniewaz zbiér danych posiadajacych nie wiecej niz
trzy wymiary moze zosta¢ przedstawiony w formie graficznej. W przypadku
tak rozumianej i tak zdefiniowanej wizualizacji danych, najczesciej wyko-
rzystywana liczba wymiarow w przestrzeni wyjsciowej to dwa, ze wzgledu
na tatwosé¢ zilustrowania graficznego oraz wystarczajaca wygode pozniejszej
analizy i interpretacji.

Wizualizacja danych wielowymiarowych poprzez rzutowanie do nowo-
skonstruowanej przestrzeni danych o mniejszej liczbie wymiaréw niz ory-
ginalna przestrzen wejsciowa zyskata juz duza popularnosé¢ ze wzgledu na
szeroka feerie potencjalnych mozliwosci praktycznego wykorzystania w roz-
maitych obszarach i dziedzinach analizy danych. Jedng z podstawowych zalet
tego rozwigzania w sztucznej inteligencji i uczeniu maszynowym jest fakt, iz
transformacja danych w formie redukcji ich wymiarowosci pozwala na uzy-
skanie ilustracji danych w postaci obrazu, a taka posta¢ danych staje sie
przedmiotem mozliwej analizy, oceny i interpretacji przez osoby niebedace
ekspertami, ani w obszarze sztucznej inteligencji i uczenia maszynowego, ani
w specyficznej dziedzinie, z ktorej pochodzg same dane. Ten efekt mozliwy
jest dzieki wizualnej analizie danych.

Obszar redukcji wymiarowosci danych oraz Sciste z nim zwigzanej wizuali-
zacji danych zostal wybrany przez autora niniejszego autoreferatu jako dys-
cyplina naukowa stwarzajaca mozliwo$ci wprowadzenia nowych rozwiagzan
oraz udoskonalania tych juz istniejacych, w ktoérej wykorzystywany aparat
matematyczny w znacznym stopniu opiera sie na statystyce matematycznej
i rachunku prawdopodobienstwa oraz na wybranych narzedziach geometrii
rozniczkowej.



W zakresie redukcji wymiarowosci i wizualizacji danych, omawianych w
tym rozdziale autoreferatu, autor chciatby przedstawi¢ swoje trzy osiagniecia
stanowigce, jego zdaniem, istotny wktad w rozwdj ogdlnej dziedziny uczenia
maszynowego.

2.1 Adaptacyjna metoda NeRV

Metoda okreslana anglojezycznym terminem Neighborhood Retrieval Visu-
alizer (NeRV) nalezy do grupy probabilistycznych technik redukcji wymiaro-
wosci i wizualizacji danych, ktérym poczatek data metoda Stochastic Neigh-
bor Embedding (SNE) wprowadzona w pracy [10]. W podejsciu SNE dazy sie
do zachowania lokalnego otoczenia kazdego punktu z oryginalnej, wejsciowej,
wielowymiarowej przestrzeni danych w wynikowej, wyjsciowej, niskowymiaro-
wej przestrzeni danych. Cel ten jest osiagany poprzez minimalizowanie niepo-
dobienstwa pomiedzy rozktadami prawdopodobienstwa opisujacymi lokalne
otoczenia punktéw w przestrzeni wejsciowej oraz wyjsciowej. Wspomniane
rozktadu dotycza prawdopodobienstwa, ze dany punkt bedzie znajdowat sie
w kolejnym otoczeniu aktualnie rozpatrywanego punktu — inaczej moéwiac, ze
bedzie jego sasiadem. Tak sformutowana procedura minimalizacji pozwoli na
wyznaczenie lokalizacji odpowiednich (poszukiwanych) punktéw w wyjscio-
wej przestrzeni danych. Algorytm SNE zdobyt duza popularnosé i pojawit sie
szereg jego rozszerzen i udoskonalen, wsrod ktorych, jako jedno ze szczegol-
nie istotnych, nalezy wskazac¢ podejécie NeRV. To rozwiazanie z kolei zostato
wybrane jako przedmiot rozwazan majacych na celu kontynuacje procesu
udoskonalania przez autora niniejszego autoreferatu.

Metoda NeRV w standardowej postaci zostalta sformutowana w pracy [11]
w oparciu o definicje funkeji kosztu (1). Zatem cala procedura postepowa-
nia jest odmienna niz w przypadku metody SNE i zyskuje charakter sfor-
malizowanego, rygorystycznego i profesjonalnego wywodu matematycznego,
ktorego finalnym wynikiem jest probabilistyczna forma funkcji kosztu (2),
bedaca przedmiotem minimalizacji przeprowadzanej przez technike NeRV.
Cho¢ wiec ostatecznie techniczne czynnos$ci wykonywane w ramach dziatania
metod SNE i NeRV moga byé¢ uznane za podobne (gdy mowa juz o samej
konicowej optymalizacji), to teoretyczne uzasadnienie obu tych metod lezace
u ich podstaw oraz ogdlny sposob rozumowania thumaczacy ich dziatanie sg
juz w istocie zgota odmienne.

E; = Npp; Crp + Npn,;i Cpn, (1)

gdzie 7 jest indeksem danego punktu, Npp; jest liczbg wszystkich punktow
uznanych za falszywie pozytywne, Cpp jest przyjetym kosztem bledu typu



falszywie pozytywnego, Npn,; jest liczba wszystkich punktéw uznanych za
falszywie negatywne, natomiast Cry jest przyjetym kosztem bledu typu fal-
szywie negatywnego.

DPjli djli
Exerv & A DY pjilog A (T =) D> gjilog o (2)
i g i i g Djli

gdzie D (-, ) jest dywergencja Kullbacka—Leiblera, g¢;; jest prawdopodo-
bienstwem wyboru jtego punktu w sasiedztwie itego punktu w przestrzeni
wyjsciowe], pjj; jest prawdopodobienstwem wyboru jtego punktu w sasiedz-
twie itego punktu w przestrzeni wejsciowej, natomiast A jest pomocniczym
parametrem pozwalajacym na zréznicowanie, ktory z btedéw jest dla na bar-
dziej istotny i szkodliwy — btad precyzji, czy btad czulosci (innymi stowy,
ktory z tych bledéw jest dla nas wazniejszy).

Adaptacyjna wersja algorytmu NeRV zostala zaproponowana przez auto-
ra niniejszego autoreferatu w artykule [1]. Zgodnie z koncepcja wprowadzona
w tej pracy, szerokosci sasiedztwa punktow, zaréwno w przestrzeni wejsciowe;j,
jak 1 wyjsciowe]j okreslane sposdb w sposob adaptacyjny — na podstawie od-
powiednich wtasnosci danych wejsciowych. Sam etap wtasciwej redukeji wy-
miarowosci za pomocg tradycyjnej metody NeRV, poprzedzony jest wstepna
klasteryzacja danych wejsciowych, dzieki ktorej okreslane zostajg wtasnosci
rozproszenia danych wejsciowych. Dla kazdego klastra danych w przestrze-
ni wejsciowej obliczona zostaje wariancja wewnatrzklastrowa i przypisywana
jest ona kazdemu punktowi nalezacemu do tego klastra. Owa warto$¢ warian-
cji wewnatrzklastrowej jest nastepnie wykorzystana do okreslenia szerokosci
sgsiedztwa punktow w przestrzeniach — wejsciowych i wyjsciowej podczas
klasycznego dziatania metody NeRV juz w kolejnym etapie analizy danych.

Teoretyczne uzasadnienie takiego postepowania w celu udoskonalenia
techniki NeRV jest nastepujace. Poczatkowa klasteryzacja danych pozwala
okresli¢ i wyodrebni¢ skupienia w obrebie wejSciowego zbioru danych, a za-
tem jednoczesnie pozwala zaprezentowa¢ informacje na temat rozproszenia
danych wejsciowych. Precyzyjny, liczbowy sposéb wyrazenia tego rozprosze-
nia uzyska¢ mozna dzigki obliczeniu wartosci wariancji wewnatrzklastrowych
dla kazdego klastra. Te wartosci z kolei beda pomocne w okresleniu szeroko-
Sci sgsiedztwa punktow w wejsciowej i wyjsciowej przestrzeni danych podczas
standardowego dziatania algorytmu NeRV, poniewaz zapewnia one odpo-
wiednig korespondencje pomiedzy rozmiarem lokalnego otoczenia w metodzie
NeRV oraz charakterystyka rozproszenia danych w przestrzeni wejsciowe;j.
Tak zmodyfikowana technika NeRV zyskuje cechy adaptacyjnosci, poniewaz
ma zdolnosé¢ adaptacyjnego dopasowania sposobu swojego dziatania do wta-
snosci danych wejsciowych. Konkretnym parametrem dobieranym w sposob
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Tabela 2: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji stow

q Uq s p-value
SOM & k-means 8,174,844/10,868,000 = 0.7522 | 2,459,849/10,868,000 = 0.2263 | 2.2406 | < 1074
t-SNE & k-means 8,005,903/10,868,000 = 0.7366 | 2,513,558/10,868,000 = 0.2313 | 2.4352 | < 10™%
Traditional NeRV & k-means | 8,910,547/10,868,000 = 0.8199 | 1,979,504,/10,868,000 = 0.1821 | 2.1213 | < 10~4
Proposed NeRV & k-means 9,230,362/10,868,000 = 0.8493 | 1,497,091/10,868,000 = 0.1378 | 2.2812 -

Tabela 3: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji sygnalow EKG

q Ug s p-value
SOM & k-means 45/63 = 0.7143 | 18/63 = 0.2857 | 0.6824 | < 10~*
t-SNE & k-means 53/63 = 0.8413 | 10/63 = 0.1587 | 0.7420 | < 10~*
Traditional NeRV & k-means | 57/63 = 0.9048 | 7/63 = 0.1111 | 0.6701 | < 10~4
Proposed NeRV & k-means 60/63 = 0.9365 | 5/63 = 0.0794 | 0.6688 e

adaptacyjny staje sie juz omawiana szerokos¢ sasiedztwa w metodzie NeRV,
a uzyskanym korzystnym i pozadanym efektem jest stosowanie matych szero-
kosci sasiedztwa dla danych o duzym skupieniu w przestrzeni wejsciowej, zas
duzych szerokosci sasiedztwa w przypadku danych o znacznym rozproszeniu
W przestrzeni wejsciowe;j.

Badania eksperymentalne zostaly przeprowadzone na trzech zbiorach da-
nych. Zbiory te reprezentowaly dane tekstowe, medyczne (sygnalty rytmu
ludzkiego serca EKG) oraz dane dzwiekowe (muzyka powazna).

Proponowana metoda oceniona byta na podstawie porownania z innymi
wybranymi metodami odniesienia.

Sam proces redukcji wymiarowosci danych i wynikajacej z niej wizuali-
zacji danych, kontynuowany byt w postaci klasteryzacji a posteriori w celu
umozliwienia zmierzenia jakosci redukcji wymiarowosci poprzez pomiar do-
ktadnosci klasteryzacji danych w przestrzeni dwuwymiarowej, poniewaz traf-
nos¢ klasteryzacji mozna oceni¢ w nietrudny sposob za pomoca konkretnych
kryteriéw liczbowych, mianowicie, za pomoca miary trafnosci (ang. accuracy
rate) oraz stopnia niepewnosci (ang. uncertainty degree).

Czeé¢ wynikéw badan eksperymentalnych przedstawiona jest w Tabe-
lach 2, 3 i 4 oraz na Rysunkach 1 i 2, ktore prezentuja jedynie fragment
przeprowadzonych prac badawczych, zas cato$é¢ dostepna jest w pracy [1].



Tabela 4: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji utworéw muzyki powaznej

q Uy s p-value
SOM & k-means 135/160 = 0.8438 | 13/160 = 0.0813 | 1.3056 | < 10~
t-SNE & k-means 128/160 = 0.8000 | 16/160 = 0.1000 | 1.1678 | < 10~

Traditional NeRV & k-means | 144/160 = 0.9000 | 10/160 = 0.0625 | 1.1830 | < 1074
Proposed NeRV & k-means 155/160 = 0.9688 | 9/160 = 0.0563 | 1.2447 _—

x x O Atrial
6 % Ventricular |
X Normal

-7 I I I I I 1 1 1
-3 -2 -1 0 1 2 3 4 5

Rysunek 1: Wyniki wizualizacji sygnaléw EKG za pomoca proponowanej
adaptacyjnej metody NeRV
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Rysunek 2: Wyniki wizualizacji utworéw muzyki powaznej za pomoca pro-
ponowanej adaptacyjnej metody NeRV

2.2 Adaptacyjna metoda SOM

Mapa samoorganizujaca si¢ (ang. Self-Organizing Map (SOM)) to architek-
tura sztucznej sieci neuronowej wprowadzona przez finskiego uczonego Teuvo
Kohonena w jego pracy [12], gdzie rozwazane sa zagadnienia samoorganiza-
cji i kwantyzacji wektorow. Sama nazwa tej metody (ang. Self-Organizing
Map) oraz odpowiadajacy jej skrot SOM pojawiaja sie natomiast pdzniej,
w pracy [13] rowniez autorstwa Kohonena. Kohonen podczas formutowania
projektu mapy SOM opieral sie w pewnym stopniu na badaniach Christopha
von der Malsburga [14], ktére co prawda dotyczyty dziedziny neurologii, lecz
jak sie okazalo mogly rowniez stanowi¢ wazna i skuteczng inspiracje dla stu-
diow w obszarze sztucznej inteligencji, uczenia maszynowego i inteligentnej
analizy danych.

Metoda SOM stanowigca swoistg topologie sztucznej sieci neuronowej,
moze by¢ réwniez interpretowana jako nielinowe przeksztatcenie prowadzace
do redukcji liczby wymiaréw oryginalnego zbioru danych. A zatem taka per-
spektywa analizy i oceny techniki SOM pozwala niewatpliwie zakwalifikowac
ja jako podejscie z dziedziny redukcji wymiarowosci danych.
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2.2.1 Adaptacja metody SOM w oparciu o wstepng klasteryzacje
danych wejSciowych

Autor niniejszego autoreferatu zaproponowat w pracy [2] udoskonalenie sie-
c¢i SOM, w ktorym parametr szerokosci sasiedztwa neuronéw w regularnej,
dwuwymiarowej strukturze mapy wizualizacji SOM dobierana jest w sposob
adaptacyjny. Sposob ten bazuje na informacji na temat stopnia rozproszenia
danych w przestrzeni wejsciowej. Stopien ten okreslany jest w efekcie przepro-
wadzenia nienadzorowanego procesu klasteryzacji danych wejsciowych. Dla
kazdego klastra obliczany jest parametr wariancji wewnatrzklastrowej i ta
wlasnie wartos¢ przypisana jest kazdemu punktowi w danym klastrze, a na-
stepnie wykorzystana podczas okreslania rozmiaru otoczenia neuronéw w
trakcie uczenia sztucznej sieci neuronowej SOM.

Teoretyczne uzasadnienie wprowadzonej modyfikacji w metodzie SOM
odnosi sie do postulatu zachowania $cistej relacji pomiedzy rozproszeniem da-
nych wejsciowych — wyrazonym jako wariancja wewnatrzklastrowa uzyskana
po wstepnej klasteryzacji w przestrzeni wejsciowej — a parametrem szeroko-
Sci sgsiedztwa neuronéw w procesie uczenia struktury mapy SOM. Obszary
w wejsciowe]j przestrzeni danych o niewielkim skupieniu beda poprawnie i
skutecznie wizualizowane na mapie SOM, gdy takze i neurony bedace wyni-
kiem ich rzutowania beda rozproszone. Taki efekt bedzie mial miejsce, gdy
dla tych neuronéw beda przeznaczone odpowiednio duze obszary na ekranie
SOM. A to z kolei jest mozliwe dzigki zastosowaniu stosownie duzych sze-
rokosci sasiedztwa neuronéw podczas procesu uczenia SOM. Analogicznie w
przypadku obszaréw o wysokim stopniu skupienia powinny korespondowac z
duzymi obszarami na mapie SOM, czyli z wysokimi wartosciami parametru
szerokosci sgsiedztwa neuronéw w metodzie SOM.

Eksperymenty majace na celu weryfikacje i potwierdzenie proponowanego
rozwigzania przeprowadzone zostaly na trzech skrajnie réznigcych si¢ zbio-
rach danych: zbiér danych tekstowych, zbiér danych dzwickowych (zadanie
rozpoznawania moéwcy) oraz zbiér danych reprezentujacych aktywnosci ro-
bota mobilnego, wykonujacego zadane czynnosci.

Proponowana metoda oceniona byta na podstawie porownania z innymi
wybranymi metodami odniesienia.

Sam proces redukcji wymiarowosci danych i wynikajacej z niej wizuali-
zacji danych, kontynuowany byt w postaci klasteryzacji a posteriori w celu
umozliwienia zmierzenia jakosci redukcji wymiarowosci poprzez pomiar do-
ktadnosci klasteryzacji danych w przestrzeni dwuwymiarowej, poniewaz traf-
nos¢ klasteryzacji mozna oceni¢ w nietrudny sposob za pomoca konkretnych
kryteriéw liczbowych, mianowicie, za pomoca miary trafnosci (ang. accuracy
rate) oraz stopnia niepewnosci (ang. uncertainty degree).
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Tabela 5: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji stow

q Uy time[sec] s Bonferroni p-value

SOM & k-means 8,175,273/10,868,000 = 0.7522 2,459,195/10,868,000 = 0.2263 2985 2.6496 3.3726e-38
TASOM & k-means 8,389,009/10,868,000 = 0.7719 2,304,016/10,868,000 = 0.2120 2921 3.0194 6.9446e-39
ASOM & k-means 8,948,773/10,868,000 = 0.8234 1,957,675/10,868,000 = 0.1801 2763 2.1154 4.5263¢-41
FBSOM & k-means 9,183,460,/10,868,000 = 0.8450 1,523,471/10,868,000 = 0.1402 2940 2.8730 2.9312¢-40
LAMA & k-means 9,195,801/10,868,000 = 0.8461 1,454,947/10,868,000 = 0.1339 2320 2.3501 3.5082e-38
LARFSOM & k-means 8,992,470/10,868,000 = 0.8274 1,649,030,/10,868,000 = 0.1517 2865 3.0041 7.6093e-38
RBSOM & k-means 8,972,611/10,868,000 = 0.8256 1,894,781/10,868,000 = 0.1743 2260 2.0802 3.7914e-41
Proposed SOM & k-means | 9,262,579/10,868,000 = 0.8523 | 1,248,742/10,868,000 = 0.1149 | 2889 | 2.3841 —

Tabela 6: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji mowcow

q Uy time[sec] s Bonferroni p-value

SOM & k-means 134/160 = 0.8375 15/160 = 0.0938 0.0370 1.3518 1.8918e-39
TASOM & k-means 137/160 = 0.8563 16/160 = 0.1000 0.0400 1.5904 3.1430e-42
ASOM & k-means 139/160 = 0.8688 18/160 = 0.1125 0.0390 1.3482 3.9373e-37
FBSOM & k-means 145/160 = 0.9063 10/160 = 0.0625 0.0380 1.2838 6.8351e-38
LAMA & k-means 144/160 = 0.9000 15/160 = 0.0938 0.0390 1.5703 1.1820e-40
LARFSOM & k-means 138/160 = 0.8625 12/160 = 0.0750 0.0380 1.7162 1.1080e-36
RBSOM & k-means 137/160 = 0.8563 13/160 = 0.0813 0.0360 1.3720 1.4935e-38
Proposed SOM & k-means | 154/160 = 0.9625 | 5/160 = 0.0313 0.0480 1.4011 —_—

Cze$¢ wynikéw badan eksperymentalnych przedstawiona jest w Tabe-

lach 5, 6 1 7 oraz na Rysunkach 3 i 4, ktore prezentuja jedynie fragment
przeprowadzonych prac badawczych, zas cato$é dostepna jest w pracy [2].

2.2.2 Adaptacja metody SOM w oparciu o charakterystyke cze-
stosSciowg danych wejSciowych

Adaptacyjna wersja algorytmu SOM moze by¢ réwniez uzyskana dzieki za-
stosowaniu podejscia wykorzystujacego informacje na temat czestosci wyste-
powania poszczegdlnych punktéw w wejsciowym zbiorze danych [3]. Innymi
stowy, mozna rzec, ze budowana jest charakterystyka czestosciowa danych
wejsciowych. Charakterystyka ta dopuszcza pewne niewielkie rozbieznosci
pomiedzy punktami okreslanymi jako ,w przyblizeniu takie same”, co ma-
tematycznie wyrazone jest poprzez zastosowanie pewnego progu niepodo-
bienstwa okreslajacego stopien tolerancji podczas porownywania punktow w
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Tabela 7: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i

p-wartosci dla wizualizacji i klasteryzacji aktywnosci robota

q Uy time[sec] s Bonferroni p-value

SOM & k-means 371/463 = 0.8013 43/463 = 0.0929 0.1470 1.7903 4.3058e-41
TASOM & k-means 375/463 = 0.8099 25/463 = 0.0540 0.1850 1.7411 2.9004e-41
ASOM & k-means 374/463 = 0.8078 16/463 = 0.0346 0.1430 1.6960 5.3556e-41
FBSOM & k-means 438/463 = 0.9460 13/463 = 0.0281 0.1460 1.7712 1.4626e-39
LAMA & k-means 429/463 = 0.9266 29/463 = 0.0626 0.1440 1.7055 1.7227e-38
LARFSOM & k-means 436/463 = 0.9417 12/463 = 0.0750 0.1490 1.6482 4.1262e-40
RBSOM & k-means 417/463 = 0.9006 25/463 = 0.0540 0.1440 1.6831 2.0047e-38
Proposed SOM & k-means | 441/463 = 0.9525 | 9/463 = 0.0194 0.1450 1.7395 —_—

Proposed SOM

(a) Struktura mapy

) D D |

0.5]

Proposed SOM

(b) Macierz U

Rysunek 3: Wyniki wizualizacji i klasteryzacji mowcéw za pomoca propono-
wanej metody SOM
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Proposed SOM

Proposed SOM

(a) Struktura mapy (b) Macierz U

Rysunek 4: Wyniki wizualizacji i klasteryzacji aktywnosci robota za pomoca
proponowanej metody SOM

celu stwierdzenia, czy sa ,,w przyblizeniu takie same”, czy rézne. Koncepcja
wykorzystania takiego progu niepodobienstwa wprowadzona zostata w pra-
cy [7], oméwionej w Rozdziale 3.3, gdzie prezentowana jest, miedzy innymi,
asymetryczna postaé sieci neuronowej SOM.

Informacja na temat czestosci wystepowania poszczegdlnych punktéow w
wejsciowe] przestrzeni danych wykorzystana jest podczas okreslania szeroko-
sci sgsiedztwa neuronéw na mapie SOM.

Teoretyczne uzasadnienie tak sformulowanej propozycji udoskonalenia
techniki SOM jest nastepujace. Czesto wystepujace punkty w wejéciowej
przestrzeni danych sg zlokalizowane blisko siebie w przestrzeni wejsciowej,
a zatem mapowanie SOM powinno dazy¢ do zachowania tego powigzania
pomiedzy wejsciowymi punktami danych i poprawnego odzwierciedlenia i
przedstawienia go w otrzymanej wizualizacji danych. A zatem obszar na ekra-
nie wizualizacji przypisany tym punktom powinien by¢ nieduzy. A tak moze
sie sta¢ dzieki uzyciu matej szerokodci sgsiedztwa neurondow reprezentujacych
te punkty na mapie SOM. Naturalnie, odwrotny proces i odwrotne postepo-
wanie powinny mie¢ miejsce w przypadku punktow wystepujacych rzadko w
wejsciowej przestrzeni danych.

Badania eksperymentalne w tej czeSci analiz autora niniejszego autore-
feratu przeprowadzone zostaty z wykorzystaniem zbioru danych tekstowych,
zbioru danych reprezentujacych sygnaty rytmu ludzkiego serca EKG oraz sy-
gnaly dzwickowe reprezentujace utwory roznych kompozytoréw muzyki kla-
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Tabela 8: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji stow

Investigated method Qtotal s p-value Uy

TASOM 0.7719 | 2592.2 | <10~% | 0.2120
Auto-SOM 0.7479 | 3005.4 | <10~% | 0.2298
SOAN 0.7360 | 2767.2 | <10~* | 0.3301
Batch SOM 0.7416 | 2946.0 | <10~% | 0.1845
ADSOM 0.7285 | 3094.9 | <10~% | 0.2038
BTASOM 0.7798 | 3048.9 | <10=% | 0.1812
A-GHSOM 0.7381 | 2629.3 | <104 | 0.2073
t-SNE & LDA 0.6955 | 2826.7 | <10~* | 0.2830
t-SNE & NMF 0.6929 | 2906.9 | <10~* | 0.2759
NeRV & LDA 0.6903 | 2446.9 | <10~* | 0.2578
NeRV & NMF 0.6894 | 2548.4 | < 10~* | 0.3047
Proposed adaptive SOM | 0.8450 | 2738.9 | —— | 0.1402

sycznej.

Praca [3] posiada trzech autoréw i jest wynikiem wspétpracy autora ni-
niejszego autoreferatu z prof. dr. hab. inz. Januszem Kacprzykiem oraz z
prof. dr. hab. Stawomirem Zadroznym z Instytutu Badan Systemowych Pol-
skiej Akademii Nauk.

Wktad autora autoreferatu jest nastepujacy. Opracowanie teoretycznej
koncepcji proponowanego udoskonalenia metody SOM; sformulowanie kon-
kretnej metodologii postepowania w celu budowy docelowej architektury no-
wej sieci SOM; zaprojektowanie badan eksperymentalnych; implementacja
proponowanej wersji algorytmu SOM; przeprowadzenie i nadzorowanie ba-
dan eksperymentalnych; ocena i interpretacja wynikéw przeprowadzonych
badan eksperymentalnych; sformutowanie wnioskéw wynikajacych, zaréwno
z rozwazan teoretycznych, jak i z wynikéw eksperymentow; napisanie ma-
nuskryptu artykutu. Szacunkowy wktad Dominika Olszewskiego wyrazony w
procentach: 70%.

Stosowne o$wiadczenia sa w zalgczeniu.

Proponowana metoda oceniona byta na podstawie porownania z innymi
wybranymi metodami odniesienia.

Sam proces redukcji wymiarowosci danych i wynikajgcej z niej wizuali-
zacji danych, kontynuowany byt w postaci klasteryzacji a posteriori w celu
umozliwienia zmierzenia jakosci redukcji wymiarowosci poprzez pomiar do-
ktadnosci klasteryzacji danych w przestrzeni dwuwymiarowej, poniewaz traf-
nos¢ klasteryzacji mozna oceni¢ w nietrudny sposob za pomoca konkretnych
kryteriow liczbowych, mianowicie, za pomoca miary trafnosci (ang. accuracy
rate) oraz stopnia niepewnosci (ang. uncertainty degree).

Czes¢ wynikéw badan eksperymentalnych przedstawiona jest w Tabe-
lach 8, 9 i 10, ktore prezentuja jedynie fragment przeprowadzonych prac
badawczych, za$ calosé dostepna jest w pracy [3].
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Tabela 9: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji utworéw muzyki powaznej

Investigated method Qiotal s p-value Uy

TASOM 0.8563 | 0.6987 <1077 0.0688
Auto-SOM 0.8750 | 0.7730 | < 10~% | 0.0938
SOAN 0.7625 | 0.7140 <10~* 0.0625
Batch SOM 0.8375 | 0.6652 | < 10~* | 0.0750
ADSOM 0.7688 | 0.7273 | < 10~* | 0.0563
BTASOM 0.8813 | 0.6047 | < 10~* | 0.1063
A-GHSOM 0.8375 | 0.7354 | <10~* | 0.0563
t-SNE & LDA 0.7563 | 0.7384 | <10~ | 0.2375
t-SNE & NMF 0.7438 | 0.7117 | <10~* | 0.2500
NeRV & LDA 0.7000 | 0.6704 | < 10~% | 0.3375
NeRV & NMF 0.6438 | 0.6713 | <10~* | 0.3563
Proposed adaptive SOM | 0.9125 | 0.7656 | —— | 0.0313

Tabela 10: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji sygnatow EKG

Investigated method Qtotal s p-value Uy

TASOM 0.8175 | 1.1933 | <10~% | 0.1687
Auto-SOM 0.6905 | 1.1952 | < 10~* | 0.1270
SOAN 0.6595 | 1.1865 | < 104 | 0.2063
Batch SOM 0.7778 | 1.2164 | <10~* | 0.1905
ADSOM 0.7857 | 1.1911 | < 10~% | 0.2063
BTASOM 0.7937 | 1.2014 | <10~ | 0.1429
A-GHSOM 0.7302 | 1.1851 | < 10~* | 0.1190
t-SNE & LDA 0.8095 | 1.3248 | < 10~* | 0.0079
t-SNE & NMF 0.8071 | 1.3529 | <10~ | 0.0079
NeRV & LDA 0.7952 | 1.1493 | < 10~* | 0.1349
NeRV & NMF 0.7778 | 1.2349 | <10~* | 0.1587
Proposed adaptive SOM | 0.9286 | 1.3334 | ——— | 0.0476
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3 Asymetria w analizie danych

Zjawisko asymetrii wystepuje w analizowanym zbiorze danych, gdy mamy
do czynienia z punktami o réznym znaczeniu i istotnosci. Mozna wowczas
rzecz, ze charakteryzuje je rozna prominencja. Efektem takiego zréznicowa-
nia danych wejsciowych jest powstanie niesymetrycznych powiazan pomiedzy
punktami danych w przestrzeni wejsciowej. Przyktadem danych cechujacych
sie tym rodzajem powigzan moga by¢ dane posiadajace hierarchiczng struk-
ture. W takim przypadku, punkty w wejsciowym zbiorze danych beda cha-
rakteryzowaly sie réznym stopniem ogélnosci i bedziemy mieli do czynienia z
punktami reprezentujacymi wzorce danych na niskim oraz na wysokim pozio-
mie ogolnosci. Taki rodzaj danych ma z definicji asymetryczng nature i byt
przedmiotem rozwazan i analiz w pracach autora niniejszego autoreferatu.

Aby wyttlumaczy¢ i zilustrowaé¢ zjawisko asymetrii w analizie danych,
mozna postuzyé sie prostym przyktadem z dziedziny analizy tekstu. Mianowi-
cie, tekst zazwyczaj posiada zréznicowanie pod wzgledem stopnia ogélnosci
wystepujacych w nim stow. I tak, w przypadku tekstu z dziedziny matema-
tyki, mozna wyobrazi¢ sobie wystepowanie stow ,Bayes” oraz ,statystyka’”.
Naturalnie, stowo ,Bayes” ma nizszy poziom ogdlnosci niz stowo ,statysty-
ka” i w konsekwencji relacja miedzy tymi stowami bedzie hierarchiczna, a
zatem rowniez asymetryczna. Potwierdzeniem tej obserwacji moze by¢ pro-
ba okreslenia miary niepodobienstwa pomiedzy tymi dwoma stowami. Gdy
rozwazamy niepodobienstwo w kierunku od stowa ,Bayes” do stowa ,staty-
styka”, wowczas otrzymana wartos¢ niepodobienstwa powinna by¢ mniejsza
niz w przeciwnym kierunku. Taka rozbiezno$¢ wartosci zwracanych przez
miare niepodobienstwa w zaleznosci od jej kierunku (kolejnosci umieszczenia
jej argumentéw wywolania) $wiadcezy niepodwazalnie o jej asymetrycznym
charakterze.

3.1 Asymetryczna, zachowujgca topologie metoda
NeRV

Jako element dorobku w zakresie asymetrycznej analizy danych, autor ni-
niejszego autoreferatu zaproponowal w pracy [4] asymetryczna, zachowujaca
topologie wejsciowych danych wersje metody NeRV.

U podstaw owej nowej postaci algorytmu NeRV lezy postulat dazenia
do adaptacyjnego dopasowania sposobu budowy rozktadow prawdopodobien-
stwa w metodzie NeRV do charakteru wejsciowych danych. W pierwszym
kroku konstruowany jest graf K-najblizszych-sasiadéw reprezentujacy wej-
Sciowy zbiér danych. Graf ten jest dyskretna aproksymacja niskowymiarowe;
rozmaitosci rézniczkowej zanurzonej w wielowymiarowej, liniowej wejsciowej
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przestrzeni Euklidesa. Pozwala on zatem na wydobycie wewnetrznej geome-
trii wejsciowych danych, a w konsekwencji ich topologii.

Graf typu K-najblizszych-sasiadéw ilustrujacy wejsciowe dane jest baza
dla wyznaczenia wspétczynnikéw asymetrii (3) wykorzystanych jako istot-
ne parametry Alfa-Beta dywergencji (4), ktéra w ten sposéb zyskuje asy-
metryczng posta¢ (5) i moze by¢ wykorzystana do budowy funkcji gestosci
prawdopodobienstwa (6) oraz (7). W ten sposéb powstaje asymetryczna for-
ma metody NeRV.

— 72 dEuC ($a:“x]> ) (3)
7, .] 1

gdzie x; jest punktem wejsciowym, z; sa punktami w sasiedztwie punktu x;,
K; jest liczba najblizszych sasiadow punktu x;, natomiast dg.. jest odlegto-
Scig Euklidesa.

Wspélcezynnik asymetrii o indeksie ¢ jest przypisany do itego punktu wej-
Sciowego.

Wzér opisujacy Alfa-Beta dywergencje ma nastepujaca postac:

(aﬂ - a B o at+B 6 a+f
PlQ) = - Z(piqi Oz—i—ﬁpi Oé‘i‘BQl >> (4)

a+B#0,

gdzie P = (p1,p2,...,pa) 1 Q = (q1,2,---,qq) sa dodatnimi miarami (co
jest terminem bardziej ogblnym niz rozklad prawdopodobiefistwa), p; i ¢;
(¢ = 1,...,d) reprezentuja ite wspétrzedne miar P i Q, podczas gdy d jest
liczbg wymiarow w wejsciowej przestrzeni danych.

Wprowadzona nowa asymetryczna miara niepodobienstwa pomiedzy
punktami x; oraz x; z przypisanymi wspotczynnikami asymetrii — odpowied-
nio — a; oraz a; jest zdefiniowana w nastepujacy sposob:

( i) )
DAasZyj’LIimetric (xl || 'I])

a; 1+% a; 1+% (5)
Z le%, - i T T ;

alll
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Rysunek 5: Ilustracja graficzna mapowania danych przeprowadzanego przez
metode NeRV w celu redukeji wymiarowosci danych wejéciowych

(“iv“j) 5
exp <_ DASymmet;izc(zi [ ;) )

K3

)
D(ai’“j ) a2
Zk‘;ﬁ; exp (- Asylylnxet;12c(z1 H mk) )

3

(6)

Pji =

gdzie o; jest szerokoscig sgsiedztwa wykorzystywang w projekcji dokonywanej
przez metode NeRV, zaréwna w wejéciowej, jak i w wyjsciowej przestrzeni
danych (nie ma ona nic wspélnego z szerokoscia sasiedztwa punktow wejscio-
wych uzywang w grafie K-najblizszych-sasiadéw reprezentujacym wejsciowy
zbiér danych). Szerokosé sasiedztwa o; jest zilustrowana jako promien okre-
gow przedstawionych na Rysunku 5.

dEuc (yi7 Y ')2
exp (—027

7

. 2 ?
> ki €XP (-dEu(UZJka)>

k3

(7)

qjli =

gdzie y;, y; 1 yi s punktami w niskowymiarowej, wyjsciowej przestrzeni da-
nych, to znaczy, sg wynikiem mapowania punktéow z wejsciowej, wielowymia-
rowej przestrzeni danych.

Gloéwny koncept metody NeRV przedstawiony jest w formie graficznej na
Rysunku 5.

Teoretyczne uzasadnienie tak zaprojektowanej asymetrycznej techniki
NeRV odnosi si¢ bezposrednio do sposobu odzwierciedlania zjawiska asy-
metrii w danych wejéciowych. Asymetryczne wspélezynniki (3) odgrywaja
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podwdjng role w proponowanej modyfikacji metody NeRV. Z jednej strony,
ekstrahuja informacje na temat asymetrycznych powigzan danych wejscio-
wych, a z drugiej strony, tworza reprezentacje geometrii (nieformalnie moé-
wiac, ksztaltu) i topologii wejéciowych danych. Zatem ostatecznie, w ten spo-
sob sformutowana metoda NeRV jest asymetryczna i zachowujaca topologie
oryginalnego, wejsciowego zbioru danych.

Studium eksperymentalne w tym zakresie prac badawczych przeprowa-
dzone zostato z wykorzystaniem trzech rzeczywistych zbiorow danych: zbioru
danych tekstowych, zbioru danych dzwickowych reprezentujacych dane gto-
sowe w zadaniu rozpoznawania mowcy oraz dane reprezentujace aktywnosé
robota mobilnego wykonujacego zadane czynnosci nalezace do pieciu réznych
kategorii.

Proponowana metoda oceniona byta na podstawie porownania z innymi
wybranymi metodami odniesienia.

Sam proces redukcji wymiarowosci danych i wynikajacej z niej wizuali-
zacji danych, kontynuowany byt w postaci klasteryzacji a posteriori w celu
umozliwienia zmierzenia jakosci redukcji wymiarowosci poprzez pomiar do-
ktadnosci klasteryzacji danych w przestrzeni dwuwymiarowej, poniewaz traf-
nos¢ klasteryzacji mozna oceni¢ w nietrudny sposéb za pomoca konkretnych
kryteriéw liczbowych, mianowicie, za pomoca miary trafnosci (ang. accuracy
rate) oraz stopnia niepewnosci (ang. uncertainty degree).

Cze$¢ wynikéw badan eksperymentalnych przedstawiona jest w Tabe-
lach 11, 121 13 oraz na Rysunkach 6, 7 8 i 9, ktére prezentuja jedynie fragment
przeprowadzonych prac badawczych, zas cato$é dostepna jest w pracy [4].

3.2 Asymetryczna klasteryzacja danych

Autor niniejszego autoreferatu zaproponowal w pracy [5] asymetryczng wer-
sje algorytmu klasteryzacji danych k-centroidow.

Standardowa posta¢ tego algorytmu jest ograniczona, miedzy innymi,
przez problem formowania klastréw danych o zblizonym rozmiarze, wyraza-
nym, zaréwno poprzez liczbe punktéw w klastrach, jak i obszar w przestrzeni
danych zajmowany przez dany klaster.

Proponowane asymetryczne podejécie ma na celu przezwyciezenie tego
niepozadanego zjawiska. Asymetryczna wersja algorytmu k-centroidéw sfor-
mulowana jest z wykorzystaniem Alfa-Beta dywergencji jako miary niepo-
dobienstwa w metodzie k-centroidow. Alfa-Beta dywergencja jest wygod-
nym przedmiotem asymetryzacji, poniewaz zawiera parametry pozwalajace
na swobodny wpltyw na jej wtasnosci i charakter w szerokim zakresie, w
szczegblnosci pod wzgledem jej ceche symetrii/asymetrii. Wartosci parame-
trow Alfa-Beta dywergencji dobierane sg na podstawie aktualnego rozmiaru
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Tabela 11: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji stow

q

Ua

Bonferroni p-value

LLE & k-means

LLE & DBSCAN

ISOMAP & k-means
ISOMAP & DBSCAN

t-SNE & k-means

t-SNE & DBSCAN
Traditional NeRV & k-means
Traditional NeRV & DBSCAN
UMAP & k-means

UMAP & DBSCAN

CBNeRV & k-means

CBNeRV & DBSCAN
Proposed NeRV & k-means
Proposed NeRV & DBSCAN

9,192,725,/10,868,000 = 0.8459
8,982,036/10,868,000 = 0.8267
8,592,473/10,868,000 = 0.7906
8,287,310,/10,868,000 = 0.7625
8,005,971,/10,868,000 = 0.7367
8,001,178,/10,868,000 = 0.7362
8,910,543,/10,868,000 = 0.8199
8,903,285/10,868,000 = 0.8192
8,209,418,/10,868,000 = 0.7554
8,093,142/10,868,000 = 0.7447
9,230,487/10,868,000 = 0.8493
9,011,684,/10,868,000 = 0.8292

9,708,124,/10,868,000 = 0.8933

9,392,411/10,868,000 = 0.8642

1,481,701/10,868,000 = 0.1363
1,125,827/10,868,000 = 0.1036
1,679,135,/10,868,000 = 0.1545
1,480,638,/10,868,000 = 0.1362
2,513,598/10,868,000 = 0.2313
2,205,708/10,368,000 = 0.2030
1,979,532/10,868,000 = 0.1821
1,955,731,/10,868,000 = 0.1800
2,560,348/10,868,000 = 0.2356
2,472,507/10,868,000 = 0.2275
1,497,093/10,868,000 = 0.1378
1,484,370/10,868,000 = 0.1366
885,537,/10,868,000 = 0.0815
1,028,925,/10,868,000 = 0.0947

2.5350
3.0921
3.2638
3.3911
3.0825
3.1681
2.5502
3.1052
3.6381
2.4742
2.0521
2.8554
3.4025
2.7941

6.8504e-38
2.5083e-39
6.9145e-40
5.2601e-42
9.3859¢-43
3.8427e-38
1.1533e-38
3.1513e-39
3.0081e-41
1.6427e-41
5.2988e-38
1.0926e-39

2.6324e-37

Tabela 12: Miary trafnoéci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji mowcow

q

LLE & k-means
LLE & DBSCAN

423/500 = 0.8460
198/500 = 0.3960

ISOMAP & k-means
ISOMAP & DBSCAN

t-SNE & k-means

t-SNE & DBSCAN
Traditional NeRV & k-means
Traditional NeRV & DBSCAN
UMAP & k-means

UMAP & DBSCAN

CBNeRV & k-means

CBNeRV & DBSCAN
Proposed NeRV & k-means
Proposed NeRV & DBSCAN

458/500 = 0.9160
254/500 = 0.5080
372/500 = 0.7440
260/500 = 0.5200
342/500 = 0.6840
329/500 = 0.6580
432/500 = 0.8640
425/500 = 0.8500
456/500 = 0.9120
448/500 = 0.8960

493/500 = 0.9860

464/500 = 0.9280

Uy s Bonferroni p-value
41/500 = 0.0820 1.7403 8.5221e-42
19/500 = 0.0380 1.4835 3.6846e-37
34/500 = 0.0680 1.2481 1.4944e-39
7/500 = 0.0140 1.4841 1.1644e-39
78/500 = 0.1560 1.0845 2.9275e-41
48/500 = 0.0960 1.0142 1.2847e-40
71/500 = 0.1420 1.9674 4.6076e-37
93/500 = 0.1860 1.1730 4.4016e-39
38/500 = 0.0760 1.7043 2.7799e-42
20/500 = 0.0400 1.3110 2.1543e-39
33/500 = 0.0660 1.0355 1.7034e-42
26/500 = 0.0520 1.3819 3.9348e-36

20/500 = 0.0400 | 1.3159 —_—
24/500 = 0.0480 1.2037 5.1112e-41
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Tabela 13: Miary trafnosci, stopnie niepewnosci, odchylenia standardowe i
p-wartosci dla wizualizacji i klasteryzacji aktywnosci robota

q Uq s Bonferroni p-value
LLE & k-means 418/463 = 0.9028 32/463 = 0.0691 1.4025 1.4433e-37
LLE & DBSCAN 384/463 = 0.8294 12/463 = 0.0259 1.2724 6.4552e-36
ISOMAP & k-means 398/463 = 0.8596 31/463 = 0.0670 1.1703 6.3705e-37
ISOMAP & DBSCAN 391/463 = 0.8445 34/463 = 0.0734 1.5572 1.3762e-40
t-SNE & k-means 184/463 = 0.3974 79/463 = 0.1706 1.4804 3.8134e-38
t-SNE & DBSCAN 422/463 = 0.9114 0/463 = 0.0000 1.6003 2.3424e-40
Traditional NeRV & k-means 407/463 = 0.8790 41/463 = 0.0886 1.8610 2.1389e-42
Traditional NeRV & DBSCAN 391/463 = 0.8445 38/463 = 0.0821 0.9720 4.5358e-43
UMAP & k-means 414/463 = 0.8942 22/463 = 0.0475 0.9307 3.0277e-37
UMAP & DBSCAN 410/463 = 0.8855 21/463 = 0.0454 1.2888 3.9361e-39
CBNeRV & k-means 425/463 = 0.9179 28/463 = 0.0605 1.0618 6.6972e-41
CBNeRV & DBSCAN 417/463 = 0.9006 22/463 = 0.0475 1.5761 1.0762e-35
Proposed NeRV & k-means | 448/463 = 0.9676 | 19/463 = 0.0410 | 1.4207 e
Proposed NeRV & DBSCAN 434/463 = 0.9374 8/463 = 0.0173 1.5993 8.7465e-40
Asymmetric NeRV Asymmetric NeRV with Labels
a2
. P gk = :
B 5 v 4
o Laf T o 1 W
o
® o o w0 @ w0 o w0

(a) Proponowany NeRV

(b) Proponowany NeRV z etykietami

Rysunek 6: Wyniki wizualizacji méwcoéw za pomocag proponowanej metody

NeRV
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(a) Proponowany NeRV & k-means (b) Proponowany NeRV & DBSCAN

Rysunek 7: Wyniki wizualizacji méwcéw za pomoca proponowanej metody

NeRV

Asymmetric NeRV Asymmetric NeRV with Labels

(a) Proponowany NeRV (b) Proponowany NeRV z etykietami

Rysunek 8: Wyniki wizualizacji aktywnosci robota za pomoca proponowane;j
metody NeRV
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Asy ic NeRV & k Asymmetric NeRV & DBSCAN

(a) Proponowany NeRV & k-means (b) Proponowany NeRV & DBSCAN

Rysunek 9: Wyniki wizualizacji aktywnosci robota za pomoca proponowane;j
metody NeRV

klastrow w kolejnych cyklach techniki k-centroidow. Rozmiar klastrow defi-
niowany jest jako obszar zajmowany przez klastry w przestrzeni danych, a
nie jako liczba punktow w klastrach.

Uzasadnienie tak sformutowanego udoskonalania metody k-centroidéw
bazuje na koncepcji dopasowywania miary niepodobienstwa algorytmu k-
centroidow do rozmiaru klastrow i w ten sposoéb uodpornienie podejscia k-
centroidéow na problem sztucznego i niepozadanego rownowazenia rozmiaru
generowanych klastrow. Asymetryzacja tej metody za pomoca parametrow
uzaleznionych od aktualnego rozmiaru klastréw pozwoli osiagnaé ten cel i
stanowi zarazem przekonujace wyttumaczenie rozwigzania wprowadzonego
przez autora niniejszego autoreferatu.

Proponowane rozwiazanie zilustrowane jest graficznie na Rysunku 10.

Eksperymenty przeprowadzone zostaly na trzech zbiorach danych: zbior
danych tekstowych, zbiér danych medycznych przedstawiajacych sygnaly
rytmu ludzkiego serca EKG oraz zbiér danych dzwiekowych reprezentuja-
cych utwory muzyczne trzech réznych kompozytoréow muzyki powazne;j.

Praca [5], w ktérej opublikowano omawiane nowe rozwiazania, posiada
dwoch autoréw i jest wynikiem wspotpracy wnioskodawcy z profesorem Bran-
ko Sterem z Uniwersytetu w Lublanie w Stowenii.

Wktad autora niniejszego autoreferatu jest nastepujacy. Opracowanie teo-
retycznej koncepcji wykorzystania asymetrycznego podejscia w dziedzinie
klasteryzacji danych; zaprojektowanie badan eksperymentalnych; implemen-
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Rysunek 10: Tlustracja wplywu parametru ~

Tabela 14: Wyniki klasteryzacji symulowanych dwuwymiarowych danych

Gtotal s p-wartosé
k-medoids 81.6% | 7.0% <1074
Asymmetric k-means 91.7% | 5.9% | 6.7 x 10~3
Asymmetric hierarchical | 85.2% | 5.3% <10~4
DBSCAN 92.6% | 3.1% | 5.6 x 1073
Proponowana metoda 95.7% | 4.9% -

tacja proponowanej asymetrycznej wersji algorytmu k-centroidéw; przepro-
wadzenie i nadzorowanie prac empirycznych; analiza, ocena i interpretacja
wynikoéw przeprowadzonych eksperymentéw; sformutowanie wnioskéw wyni-
kajacych, zaréwno z rozwazan teoretycznych, jak i z wynikéw przeprowadzo-
nych eksperymentéw; napisanie manuskryptu artykutu. Szacunkowy wktad
Dominika Olszewskiego wyrazony w procentach: 50%.

Stosowne o$wiadczenia autoréw sa w zalaczeniu.

Czes¢ wynikéw badan eksperymentalnych przedstawiona jest w Tabe-
lach 14, 15, 16 i 17 oraz na Rysunkach 11, 12 i 13, ktore prezentuja jedynie
fragment przeprowadzonych prac badawczych, zas calo$¢ dostepna jest w

pracy [5].

3.3 Asymetryczna klasteryzacja asymetrycznej wersji
mapy SOM

Asymetryczna wersja metody SOM zostata wprowadzona w pracy [15] 1 uzy-
skana jest dzieki zastosowaniu wspotczynnikow asymetrii obliczanych w wy-
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Tabela 15: Wyniki klasteryzacji utworéw muzyki powaznej

Gtotal s p-wartosé
k-medoids 81.5% (856/1050) | 3.2 | <104
Asymmetric k-means 87.5% (919/1050) | 2.3 <107*
Asymmetric hierarchical | 83.6% (878/1050) | 3.0 | < 10~4
DBSCAN 88.7% (931/1050) | 3.0 | 4.6 x 103
Proponowana metoda 90.2% (948/1050) | 2.6 -

Tabela 16: Wyniki klasteryzacji sygnalow EKG

Jtotal S p-wartosé
k-medoids 73.0% (46/63) | 1.1 | <10~
Asymmetric k-means 82.5% (52/63) | 1.1 <1074
Asymmetric hierarchical | 71.4% (45/63) | 1.3 <1074
DBSCAN 98.4% (62/63) | 1.1 | < 1074
Proponowana metoda 93.7% (59/63) | 0.8 -

Tabela 17: Wyniki klasteryzacji stow

Qtotal s p-wartosé
k-medoids 75.38% (8,192,319/10,868,000) | 61.1 | < 10—*
Asymmetric k-means 78.41% (8,521,727/10,868,000) | 55.4 <107*
Asymmetric hierarchical | 77.82% (8,457,118/10,868,000) | 53.8 <1074
DBSCAN 84.13% (9,143,682/10,868,000) | 60.6 | < 104
Proponowana metoda 91.37% (9,930,502/10,868,000) | 61.8 -
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a Simulated 2-d data b k-medoids

Rysunek 11: (a) Trzy klastry symulowanych dwuwymiarowych danych. Wy-
niki klasteryzacji symulowanych dwuwymiarowych danych za pomoca (b)
algorytmu k-medoidéw, (c) asymetrycznego algorytmu k-$rednich, (d) asy-
metrycznego algorytmu hierarchicznego, (e) algorytmu DBSCAN, i (f) pro-
ponowanej metody.
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Rysunek 12: Wykresy pudetkowe liczb poprawnie przypisanych utworéw mu-
zyki powaznej w klasteryzacji utworow muzyki powaznej odpowiadajace pie-
ciu badanym metodom.
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Rysunek 13: Wykresy pudetkowe liczb poprawnie przypisanych sygnaldow
EKG w klasteryzacji sygnatow EKG odpowiadajace pieciu badanym meto-
dom.

28



niku pomiaru czestosci wystepowania punktéw w wejsciowym zbiorze da-
nych. Czestosci te majg odzwierciedla¢ i wyrazaé¢ stopien ogoélnosci punktow
w wejsciowym zbiorze danych, a zatem réwniez ich znaczenie i prominencje.
Sa wiec nosnikiem informacji dotyczacej asymetrycznych powiazan pomiedzy
wejsciowymi danymi. Tak zdefiniowane asymetryczne wspotczynniki stajg sie
czescig wzoru wyznaczania miary niepodobienstwa zbudowanej na bazie tra-
dycyjnej odlegtosci Euklidesa.

Asymetryczna forma metody k-Srednich to juz oryginalna propozycja au-
tora autoreferatu, przedstawiona w artykule [6]. W metodzie tej wykorzy-
stane sg wczesniej wspomniane w tym rozdziale wspotezynniki asymetrii, ale
tym razem stanowiace rozszerzenie i udoskonalanie algorytmu klasteryzacji
danych k-$rednich.

W kolejnym kroku rozwazan, autor niniejszego autoreferatu postanowit
obra¢ jako przedmiot badan potaczenie asymetrycznej wersji metody SOM
oraz asymetrycznego algorytmu k-srednich (opublikowane rowniez w arty-
kule [6]). Kombinacja ta polega na tym, ze oryginalne dane w pierwszym
etapie analizy i przetwarzania podlegaja redukcji wymiarowosci za pomo-
ca asymetrycznej metody SOM, a nastepnie sa przedmiotem klasteryzacji z
wykorzystaniem asymetrycznej techniki k-$rednich przeprowadzajacej proces
klasteryzacji danych w dwuwymiarowej przestrzeni wizualizacji mapy SOM.

Uzasadnienie teoretyczne proponowanego sprzezenia asymetrycznych po-
staci algorytméw SOM oraz k-$rednich sprowadza sie do stwierdzenia, iz re-
dukcja wymiarowosci wykonana za pomoca metody SOM asymetryzowanej w
okreslony sposob z wykorzystaniem stosownie zdefiniowanych wspoétczynni-
kow asymetrii powinna by¢ kontynuowana za pomocg metod analizy danych o
podobnej naturze i podobnym charakterze. Zatem w przypadku kontynuacji
analizy w postaci klasteryzacji danych na ekranie wizualizacji, uzasadnione
jest wykorzystanie asymetrycznej metody klasteryzacji o tej samej technice
asymetryzacji, co w przypadku asymetrycznej wersji sieci neuronowej SOM.
W ten sposob, zapewniona zostanie koncepcyjna i metodologiczna spojnosé
i jednolito$¢ pomiedzy dwiema technikami analizy danych, kluczowymi w
tym zadaniu, to znaczy, technika redukcji wymiarowosci (wizualizacji danych)
oraz technikg klasteryzacji danych w dwuwymiarowej przestrzeni wizualizacji
mapy SOM.

Badania eksperymentalne na wybranych zbiorach danych postuzyty we-
ryfikacji i potwierdzeniu stwierdzen i propozycji sformutowanych i postulowa-
nych w sferze rozwazan teoretycznych. Wykorzystane zbiory danych to: zbiér
danych tekstowych, zbiér danych reprezentujacych zuzycie energii elektrycz-
nej w przyktadowym gospodarstwie domowym, zbiér danych dzwiekowych
(utwory muzyki klasycznej), zbiér danych medycznych (sygnaly rytmu ludz-
kiego serca EKG).
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Kolejna propozycja w zakresie badan nad asymetryczng wersja mapy
SOM byla praca [7], w ktorej wprowadzona zostala postaé asymetrycznej
mapy SOM przystosowanej do wizualizacji szeregow czasowych. W pracy tej
zauwazono, ze w przypadku niektorych danych, na przyktad, w przypadku
szeregow czasowych, trudno oczekiwaé¢ réwnosci dwoch obiektéw bedacych
szeregami czasowymi, ze wzgledu na duza zazwyczaj liczbe prébek danego
szeregu czasowego. W proponowanym rozwiazaniu wprowadzono zatem prog
tolerancji wspomagajacy poréwnywanie szeregéw czasowych. Wynik porow-
nywania dwéch szeregoéw czasowych jest dokonywany wzgledem tego progu
tolerancji, tak aby dopusci¢ pewng niewielkg rozbiezno$é¢ pomiedzy dwoma
szeregami czasowymi i okresli¢ je wowcezas jako ,w przyblizeniu takie same”,
jak to juz wspominano w Rozdziale 2.2.2 niniejszego autoreferatu. Koncepcja
ta wigze sie¢ w pewnym stopniu z zatozeniami, technikami i mechanizmami
w dziedzinie logiki rozmytej.

Eksperymenty w pracy [7] zostaly przeprowadzone przy wykorzystaniu
zbioru danych zbudowanego z szeregow czasowych reprezentujacych wartosci
akcji firm notowanych na amerykanskiej gietdzie papieréw wartosciowych.

Praca [7] posiada trzech autoréw i jest wynikiem wspdtpracy autora ni-
niejszego autoreferatu z prof. dr. hab. inz. Januszem Kacprzykiem oraz z
prof. dr. hab. Stawomirem Zadroznym z Instytutu Badan Systemowych Pol-
skiej Akademii Nauk.

Wktad autora autoreferatu jest nastepujacy. Opracowanie teoretycznej
koncepcji proponowanego udoskonalenia metody SOM; sformutowanie kon-
kretnej metodologii postepowania w celu budowy docelowej architektury no-
wej sieci SOM; zaprojektowanie badan eksperymentalnych; implementacja
proponowanej wersji algorytmu SOM; przeprowadzenie i nadzorowanie ba-
dan eksperymentalnych; ocena i interpretacja wynikéow przeprowadzonych
badan eksperymentalnych; sformutowanie wnioskéw wynikajacych, zaréwno
z rozwazan teoretycznych, jak i z wynikéw eksperymentow; napisanie ma-
nuskryptu artykutu. Szacunkowy wktad Dominika Olszewskiego wyrazony w
procentach: 70%.

Stosowne o$wiadczenia autoréw sa w zalgczeniu.

4 Wykrywanie danych odstajgcych

Dane odstajace (ang. outliers) to punkty w zbiorze danych rézniace sie od
gtownego skupienia danych w tak znacznym stopniu, iz uzasadnione jest po-
dejrzenie, ze powstalty w wyniku dziatania innego mechanizmu niz gltowne
skupienie danych.

Wykrywanie danych odstajacych to szczegdlna postaé zadania klasyfika-
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cji danych, w ktérym mamy do czynienia jedynie z dwiema klasami danych:
dane odstajace oraz dane pozostate. Z uwage na fakt, iz dane okreslone jako
,pozostate” nie sg zdefiniowane precyzyjnie, a jedyne stanowig uzupetienie
zbioru danych odstajacych w calym zbiorze danych, czasem w przypadku
tego zagadnienia klasyfikacji i wykrywania danych odstajacych uzywa sie
okreslenia ,klasyfikacji do jednej klasy (ang. one-class classification)”, aby
zwrcié uwage na fakt, ze w istocie w tak sformutowanym zadaniu, wyodreb-
niona zostala tylko jedna klasa — klasa danych odstajacych, a pozostate dane
nie posiadaja etykiety i nie naleza zatem do konkretnej klasy. Co wigcej, w
obrebie danych niebedacych danymi odstajacymi, mozna uformowaé szereg
kolejnych klas i w konsekwencji kontynuowaé¢ proces klasyfikacji danych.

Zagadnienie wykrywania danych odstajacych zyskuje szczegélnie duza
wartos$¢ i znaczenie, a jego wyniki moga by¢ uznane za cenne i przydatne, z
uwagi na mozliwos¢ wykorzystania w dziedzinie wykrywania i sygnalizowania
potencjalnych zagrozen i niebezpieczenstw zwiazanych z nieuprawnionych,
nielegalnym, badz tez jedynie budzacym podejrzenia zachowaniem uzytkow-
nikéw korzystajacych z okreslonych ushug. Jako przyktad poda¢ mozna nie-
uprawnione korzystanie z ustug telekomunikacyjnych, bankowych, czy ataki
w sieciach komputerowych.

4.1 Wykrywanie danych odstajacych za pomocg me-
tody SOM wizualizujacej profile uzytkownikow

Autor niniejszego autoreferatu zaproponowal w pracy [8] wykorzystanie me-
tody SOM do generowania wizualizacji profilow uzytkownikow, a w kolejnej
fazie analizy danych, do wykrywania aktywnosci uzytkownikow, ktora budzi
podejrzenie i moze mieé¢ potencjalnie nielegalny charakter.

Wktad oryginalny autora to przystosowanie techniki SOM do projekcji
wzorcow danych reprezentowanych przez macierze, a zatem struktury dwu-
wymiarowe, a nie jedynie przez wektory cech (struktury jednowymiarowe),
jak to ma miejsce w przypadku klasycznej mapy SOM. Inaczej méwiac, ce-
chy w analizowanym zbiorze danych mialy swojg wewnetrzng wymiarowosc.
W ten sposob nowa, wprowadzana wersja mapy SOM byta w stanie wizuali-
zowaé cate konta uzytkownikow, zbudowane w oparciu o sekwencje zapisow
poszczegdlnych aktywnosci uzytkownikéw. Klasyczna mapa SOM nie posia-
data takiej zdolnosci.

Wizualizacja kont uzytkownikéw za pomoca proponowanej przez autora
metody zilustrowana jest graficznie na Rysunku 14.

Drugim oryginalnym rozwigzaniem autora zaproponowanym w artyku-
le [8] jest technika automatycznego wyznaczania wartosci progu w algoryt-
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Rysunek 14: Wizualizacja konta przyktadowego uzytkownika

mie klasyfikacji typu progowego, wykorzystanym do finalnego wykrywania
danych odstajacych, a w konsekwencji profiléw uzytkownikéw, zwigzanych z
podejrzeniem przekroczenia uprawnien.

Finalna klasyfikacja majaca na celu wykrycie danych odstajacych zapre-
zentowana jest na Rysunku 15.

Uzasadnienie teoretyczne wprowadzonego przez autora podejécia jest na-
stepujace. Metoda SOM w standardowej postaci rzutuje jeden (ten wiekszy) z
wymiaréw macierzy reprezentujacych konta uzytkownikow, a powstaty zbior
punktéw na mapie SOM sprowadzany jest do reprezentacji za pomoca jedne-
go punktu, ktory jest centroidem tego zbioru. Automatyczny wybér progu w
klasyfikacji progowej odbywa sie w oparciu o wartosci komoérek macierzy U,
bedacej graficzng formg wyswietlania mapy SOM. W macierzy U identyfiko-
wany jest ciag wysokich wartosci (tzw. grzbiet (ang. ridge)) i to on wlasnie
stanowi linie¢ podziatu separujaca dane odstajace od pozostatych.

Empiryczna weryfikacji i ocena proponowanych rozwigzan, rozszerzen i
udoskonalen w czesci teoretycznej przeprowadzona zostata na kilku rézno-
rodnych rzeczywistych zbiorach danych.

Rysunek 16 prezentuje wizualizacje kont uzytkownikow telekomunikacyj-
nych z zaznaczeniem kont legalnych (litery N od ang. Non-fraudulent) oraz
podejrzanych o nielegalne aktywnosci (litery F od ang. Fraudulent).
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Rysunek 15: Tlustracja graficzna progowego binarnego algorytmu klasyfikacji

4.2 Wykrywanie danych odstajacych za pomoca roz-
kladu probabilistycznego LDA

W tej czesci prac badawczych, autor niniejszego autoreferatu wprowadzil w
pracy [9] metode wykrywania danych odstajacych sformutowana w oparciu
o modelowanie za pomocg rozktadu probabilistycznego Latent Dirchlet Allo-
cation (LDA) oraz algorytm klasyfikacji.

Konta uzytkownikéw telekomunikacyjnych modelowane sg z wykorzysta-
niem rozktadu probabilistycznego LDA, a przypadki danych odstajacych
identyfikowane sa w oparciu o obliczanie miary niepodobienstwa do modelu
LDA konta odniesienia, reprezentujacego sposoéb zachowan typowego uzyt-
kownika ustug telekomunikacyjnych.

Wykorzystana miara niepodobienstwa to dywergencja Kullbacka—
Leiblera [16] — klasyczna wielko$¢ z pogranicza dziedziny rachunku praw-
dopodobienstwa oraz teorii informacji.

Wktadem oryginalnym autora jest opracowanie samej koncepcji klasy-
fikacji kont telekomunikacyjnych z zamiarem wykrywania danych odstaja-
cych reprezentujacych potencjalne naduzycia oraz zaproponowanie aprok-
symacji dywergencji Kullbacka—Leiblera pomiedzy dwoma rozktadami pro-
babilistycznymi LDA, poniewaz tradycyjna posta¢ dywergencji Kullbacka—
Leiblera zdefiniowana jest jedynie dla dwoch funkcji gestosci prawdopodo-
bienstwa.

Wyniki analizy poréwnawczej wybranych czterech metod aproksymacji
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Rysunek 16: Macierz U reprezentujaca mape SOM wizualizujacg badany
zbior danych telekomunikacyjnych z zaznaczeniem kont legalnych oraz po-
dejrzanych o nielegalne aktywnosci
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Rysunek 17: Wyniki aproksymacji dywergencji Kullbacka—Leiblera pomie-
dzy dwoma rozktadami probabilistycznymi LDA dla trzech klas ukrytych

dywergencji Kullbacka—Leiblera przedstawione sg na Rysunkach 171 18.

Uzasadnienie teoretyczne tak zaprojektowanej metody wykrywania da-
nych odstajacych odnosi sie do faktu, ze dane telekomunikacyjne cechuja
sie¢ pewnym specyficznym charakterem. Ot6z w przypadku problemu wykry-
wania nieuprawnionego korzystania z ustug telekomunikacyjnych zazwyczaj
dysponujemy niewielka iloscig danych uczacych w poréwnaniu z rozmiarem
zbioru danych testowych. A to w istotny sposéb ogranicza mozliwosci wyko-
rzystania metod opierajacych si¢ na sztucznych sieciach neuronowych. Uza-
sadnionym i racjonalnym wyborem bedg zatem matematyczne modele pro-
babilistyczne uzyte jako podstawa do formutowania metod i algorytmow wy-
krywania danych odstajacych w obrebie zbioru danych telekomunikacyjnych.
Szczegbdlnym zainteresowaniem i duza uwaga moga cieszy¢ sie generyczne mo-
dele bayesowskie o formie skonczonych rozktadéw mieszaninowych, jak juz
wspominany model LDA wprowadzony w pracy [17]. Natomiast pod wzgle-
dem wyboru dywergencji Kullbacka—Leiblera jako miary niepodobienstwa,
decyzje te mozna uzasadni¢ jej uzytecznoscia w okresleniu rozbieznosci po-
miedzy rozktadami prawdopodobienstwa potwierdzang nieustajaco na prze-
strzeni wielu lat, ktora nierozerwalnie wigze tej wielko$¢ z obszarami badaw-
czymi statystyki i rachunku prawdopodobienstwa, a w dalszej perspektywie
rowniez z dziedzinami teorii informacji, sztucznej inteligencji i uczenia ma-
SZynowego.

Badania eksperymentalne tym razem dotyczyty zbioru danych telekomu-
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Rysunek 18: Wyniki aproksymacji dywergencji Kullbacka—Leiblera pomie-
dzy dwoma rozktadami probabilistycznymi LDA dla pieciu klas ukrytych

nikacyjnych reprezentujacych konta uzytkownikow jako sekwencje aktywno-
sci (wykonywanych potaczen telefonicznych). Celem eksperymentéw byla na-
turalnie ocena skutecznosci nowej metody wykrywania danych odstajacych
w dziedzinie danych telekomunikacyjnych oraz weryfikacja i potwierdzenie
stusznodci 1 poprawnosci tez, postulatéow i stwierdzen w sferze teorii rozwa-
zanej i prezentowanej w pracy [9] przez autora niniejszego autoreferatu.

Fragmentaryczne wyniki badan eksperymentalnych w zakresie zagadnien
omawianych w tym rozdziale przedstawione sa na Rysunkach 19 i 20, na
ktorych ukazane sg charakterystyki typu Receiver Operating Characteristics
(ROCs) odpowiadajace rozwaznym metodom wykrywania danych odstaja-
cych, sformutowanym w oparciu o modele probabilistyczne LDA oraz GMM.
W tym konkretnym zadaniu analizy danych, dane odstajace odpowiada-
ty kontom uzytkownikow telekomunikacyjnych, budzacym podejrzenia nie-
uprawnionego korzystania z ushug telekomunikacyjnych.

5 Podsumowanie osiggnie¢ naukowych

Podsumowujac, mozna stwierdzi¢, iz cykl powigzanych tematycznie artyku-
tow naukowych prezentowanych i omawianych w niniejszym autoreferacie
dotyczy prac z dziedziny redukcji wymiarowosci danach, klasteryzacji da-
nych i wykrywania danych odstajacych. Przedstawione zostato dziewigé ory-
ginalnych propozycji autora, ktore, zdaniem autora niniejszego autoreferatu,
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Rysunek 19: Charakterystyka ROC dla proponowanej metody (AU-
ROC=0.9833)
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Rysunek 20: Charakterystyka ROC dla metody wykrywania danych odsta-
jacych opartej na modelu GMM (AUROC=0.9111)
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moga by¢ uznane za istotny wktad w rozwdéj dziedzin sztucznej inteligencji i
uczenia maszynowego. Owe propozycje dotycza metod redukeji wymiarowo-
Sci, klasteryzacji danych i wykrywania danych odstajacych jako odrebnych
dziedzin naukowych lub tez powiazania tych trzech metodologii poprzez kon-
tynuowanie procesu redukcji wymiarowosci w postaci klasteryzacji lub wy-
krywania danych odstajacych nastepujacych a posteriori. Niekiedy operacja
klasteryzacji poprzedzata réwniez sama redukcje wymiarowosci, aby dostar-
czy¢ cenne i przydatne informacje wstepne stuzace nastepnie udoskonalaniu
dziatania danej techniki redukcji wymiarowosci danych, tak, jak to byto w
pracach [2, 1].

Redukcja wymiarowosci danych rozwazna byta jako narzedzie do genero-
wania graficznej ilustracji danych, innymi stowy, obrazu danych. Moéwié za-
tem mozna wowczas o wizualizacji danych, ktora przeksztatca dane do postaci
zbioru w przestrzeni jedno- dwu- lub tréjwymiarowej (zazwyczaj dwu-), a za-
tem mozliwej do przedstawienia wizualnego na ekranie i utatwiajacej analize,
ocene, obserwacje i interpretacje nawet przez osoby niebedace ekspertami w
dziedzinie uczenia maszynowego i redukcji wymiarowosci danych.

Wszystkie proponowane przez autora metody i rozwiazania cechuje wy-
raznie zaznaczony i zaakcentowany wkitad oryginalny, jak rowniez czytelne,
przejrzyste, logiczne i przekonujace uzasadnienie teoretyczne lezace u pod-
staw wprowadzanych innowacji. Tak sformutowane teoretyczne uzasadnienie
okresla motywacje autora podczas opracowywania nowych wersji rozwaza-
nych metod i algorytmow analizy danych, a takze wytycza precyzyjny kie-
runek postepowania badawczego, ttumaczy konkretne wybory, tezy i decyzje
i stwarza podstawy dla potwierdzenia stusznosci powzietych krokéow badaw-
czych w sferze teoretyczne;j.

Prace autora skupione byty, zarowno na wprowadzaniu modyfikacji, roz-
szerzen i udoskonalan rozwazanych i omawianych metod i algorytmoéw re-
dukcji wymiarowosci danych oraz klasteryzacji danych, jak i na badaniach
o charakterze praktycznym z nowatorskimi elementami, jak w przypadku
prac [8, 7, 9].

Badania eksperymentalne przygotowywane i przeprowadzane byty w taki
sposOb, aby mozliwie jak najszerzej i jak najbardziej gruntownie zweryfi-
kowac i oceni¢ skuteczno$é¢ i przydatnosé proponowanych rozwigzan. A za-
tem wykorzystywane byty zbiory danych réznigce sie w znacznym stopniu
rozmiarem (liczba instancji danych) oraz wymiarowoscia (liczba wymiaréw
danych), a takze natura, typem i charakterem danych (dane tekstowe, me-
dyczne (reprezentujace rytmy ludzkiego serca EKG), dZzwiekowe (muzyczne
i glosowe), dane reprezentujace aktywnosci robota mobilnego wykonujace-
go zadane czynnosci, dane telekomunikacyjne, gietdowe, bankowe (dotyczace
kart kredytowych), internetowe, dane dotyczace zuzycia energii elektrycz-
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nej w przyktadowym gospodarstwie domowym). Badania eksperymentalne
zaprojektowane w ten sposob stwarzaty mozliwos¢ weryfikacji skalowalno-
Sci proponowanych podejsé, to znaczy zdolnosci do poprawnego i skuteczne-
go funkcjonowania i dziatania w réznorodnych srodowiskach i scenariuszach
testowych i eksperymentalnych. W celu potwierdzenia cechy skalowalnosci
wprowadzanych technik wykorzystywane byty wtasnie tak réznorodne pod
wieloma wzgledami zbiory danych, jak to bylo opisane wcze$niej w tym roz-
dziale.

Literatura

1]

2]

D. Olszewski, A clustering-based adaptive Neighborhood Retrieval Vi-
sualizer, Neural Networks 140 (2021) 247-260.

D. Olszewski, A data-scattering-preserving adaptive self-organizing
map, Engineering Applications of Artificial Intelligence 105 (2021)
104420.

D. Olszewski, J. Kacprzyk, S. Zadrozny, An Improved Adaptive Self-
Organizing Map, in: G. de Tré, P. Grzegorzewski, J. Kacprzyk, J. W.
Owsinski, W. Penczek, S. Zadrozny (Eds.), Challenging Problems and
Solutions in Intelligent Systems, Vol. 634 of Studies in Computational
Intelligence, Springer, Cham, 2016, pp. 75-102.

D. Olszewski, An asymmetric topology-preserving Neighborhood Retrie-
val Visualizer, Expert Systems with Applications 225 (2023) 120175.

D. Olszewski, B. Ster, Asymmetric Clustering Using the Alpha-Beta
Divergence, Pattern Recognition 47 (5) (2014) 2031-2041.

D. Olszewski, Asymmetric k-Means Clustering of the Asymmetric Self-
Organizing Map, Neural Processing Letters 43 (2016) 231-253.

D. Olszewski, J. Kacprzyk, S. Zadrozny, Time Series Visualization
Using Asymmetric Self-Organizing Map, in: M. Tomassini, A. Anto-
nioni, F. Daolio, P. Buesser (Eds.), Adaptive and Natural Computing
Algorithms, Vol. 7824 of Lecture Notes in Computer Science, Springer
Berlin Heidelberg, 2013, pp. 40-49.

D. Olszewski, Fraud Detection Using Self-Organizing Map Visualizing
the User Profiles, Knowledge-Based Systems 70 (2014) 324-334.

39



[9]

[10]

[11]

[12]

[13]

[14]

[15]

[16]

[17]

D. Olszewski, A Probabilistic Approach to Fraud Detection in Telecom-
munications, Knowledge-Based Systems 26 (2012) 246-258.

G. Hinton, S. T. Roweis, Stochastic Neighbor Embedding, Advances in
Neural Information Processing Systems 14 (2002) 833-840.

J. Venna, J. Peltonen, K. Nybo, H. Aidos, S. Kaski, Information Retrie-
val Perspective to Nonlinear Dimensionality Reduction for Data Visu-
alization, Journal of Machine Learning Research 11 (2010) 451-490.

T. Kohonen, Self-Organized Formation of Topologically Correct Feature
Maps, Biological Cybernetics 43 (1) (1982) 59-69.

T. Kohonen, The Self-Organizing Map, in: Proceedings of the IEEE,
Vol. 28, 1990, pp. 1464-1480.

C. von der Malsburg, Self-Organization of Orientation Sensitive Cells in
the Striate Cortex, Kybernetik 14 (1973) 85-100.

M. Martin-Merino, A. Mufioz, Visualizing Asymmetric Proximities with
SOM and MDS Models, Neurocomputing 63 (2005) 171-192.

S. Kullback, R. A. Leibler, On Information and Sufficiency, The Annals
of Mathematical Statistics 22 (1) (1951) 79-86.

D. M. Blei, A. Y. Ng, M. I. Jordan, Latent Dirichlet Allocation, Journal
of Machine Learning Research 3 (2003) 993-1022.

Czesé 111

1

Informacja o wykazywaniu sie istotng ak-
tywnosciag naukowg albo artystyczng reali-
zowang w wiecej niz jednej uczelni, instytu-
cji naukowej lub instytucji kultury, w szcze-
gb6lnosci zagranicznej

Wspodlpraca z Uniwersytetem w Oviedo w Hiszpanii w okresie od stycz-
nia 2021 do chwili obecnej w ramach projektu “Time Series Classifica-
tion Using Deep Learning” koordynowanego przez zespét badawczy w

Uniwersytecie w Oviedo. Kierownik zespotu badawczego w Uniwersy-
tecie w Oviedo: profesor José Ramoén Villar Flecha.
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e Wspoélpraca z Uniwersytetem w Lublanie na Stowenii w okresie od
czerwca 2012 do stycznia 2014 w ramach wymiany bilateralnej. W trak-
cie okresu tej wspélpracy powstata publikacja [5] — wspdlna praca z
profesorem Branko Sterem z Uniwersytetu w Lublanie.

e Zatrudnienie w Instytucie Badan Systemowych Polskiej Akademii Nauk
(Pracownia Systeméw Inteligentnych) w okresie od pazdziernika 2014
do maja 2015 w ramach projektu “International PhD Projects in Intel-
ligent Computing” finansowanego przez Fundacje na Rzecz Nauki Pol-
skiej. Projekt byl tez finansowany przez Unie Europejska w ramach pro-
gramu “Innovative Economy Operational Programme 2007-2013 and
European Regional Development Fund”.

e Wspodlpraca z Instytutem Podstaw Informatyki Polskiej Akademii Na-
uk w okresie od sierpnia 2012 do kwietnia 2013 w ramach projektu
“Information Technologies: Research and Their Interdisciplinary Ap-
plications” of the Human Capital Operational Programme wspotinan-
sowany z Europejskiego Funduszu Socjalnego.

Czesé TV

1 Informacja o osiggnieciach dydaktycznych,
organizacyjnych oraz popularyzujacych na-
uke lub sztuke

W zakresie pracy dydaktycznej, wnioskodawca po$wiecit szczegdlna uwage
obszarom sztucznej inteligencji, uczenia maszynowego oraz programowania
wielowatkowego.

W dziedzinie programowania wielowatkowego, wnioskodawca przygoto-
wal oryginalny, autorski program przedmiotéw dydaktycznych ,Programo-
wanie wspoOtbiezne i obiektowe” oraz, Programowanie wspétbiezne w jezyku
Java”, ktéry uznaje i prezentuje w niniejszym autoreferacie jako swoje szcze-
golne osiggniecie dydaktyczne. Jezykiem programowania, wybranym przez
wnioskodawce jako przedmiot analizy implementacji rozwigzan wielowatko-
wych w programowaniu, byt jezyk Java. Konkretne frameworki i konstrukcje
programistyczne rozwazane w ramach tychze zaje¢ dydaktycznych to: fra-
mework high-level concurrency (wielowatkowosé wysokopoziomowa), frame-
work Fork-Join, framework operacje agregacyjne (ang. aggregate operations)
oraz zagadnienie optymalizacji wykorzystania rzeczywistej mocy obliczenio-
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wej komputera (w rozumieniu liczby dostepnych jednostek obliczeniowych
CPU i GPU) przez program w jezyku Java.

Przedmioty dydaktyczne prowadzone w calym okresie pracy w Politechni-
ce Warszawskiej, z zaznaczeniem tych, ktorych program byt autorskim wkta-
dem prowadzacego:

e Artificial Intelligence (przedmiot w jezyku angielskim, autorski pro-
gram opracowany samodzielnie przez prowadzacego), 3. semestr stu-
diéw magisterskich, kierunki: Informatyka, Automatyka i Robotyka.

e Wizualizacja danych (autorski program opracowany samodzielnie przez
prowadzacego), 5. semestr studiéw inzynierskich, kierunek: Informaty-
ka.

e Zaawansowane metody wizualizacji danych (autorski program opraco-
wany samodzielnie przez prowadzacego), 3. semestr studiéw magister-
skich, kierunek: Informatyka.

e Programowanie wsp6ibiezne i obiektowe (autorski program opracowany
samodzielnie przez prowadzacego), 1. semestr studiéw magisterskich,
kierunek: Informatyka.

e Programowanie wsp6tbiezne w jezyku Java (autorski program opraco-
wany samodzielnie przez prowadzacego), 1. semestr studiéw magister-
skich, kierunek: Automatyka i Robotyka.

e Testowanie oprogramowania, 5. semestr studiéw inzynierskich, kieru-
nek: Informatyka.

e Bezpieczenstwo oprogramowania (autorski program opracowany samo-
dzielnie przez prowadzacego), 5. semestr studiéw inzynierskich, kieru-
nek: Informatyka.

e Podstawy inzynierii oprogramowania, 2. semestr studiéow inzynierskich,
kierunek: Informatyka.

e Jezyki i metodyka programowania (autorski program opracowany sa-
modzielnie przez prowadzacego), 2. semestr studiéw inzynierskich, kie-
runek: Automatyka i Robotyka.

e Computer Science (przedmiot w jezyku angielskim, autorski program
opracowany samodzielnie przez prowadzacego), 1. i1 2. semestr studiéw
inzynierskich, kierunek: Electrical Engineering (w jezyku angielskim).
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W dziedzinie prowadzonych projektow studenckich, prac inzynierskich i
magisterskich, wnioskodawca zajmowal si¢ wspotpracag ze studentami w za-
kresie nastepujacych obszarow dydaktycznych: sztuczna inteligencja i ucze-
nie maszynowe (redukcja wymiarowosci danych, klasteryzacja, klasyfikacja,
wykorzystania sztucznych sieci neuronowych), programowanie wielowatkowe
oraz testowanie oprogramowania.

Whioskodawca byt promotorem nastepujacych prac dyplomowych inzy-
nierskich oraz magisterskich:
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2 Prace dyplomowe magisterskie

Dyplomant(ka) Tytul pracy Rok obrony
Analiza porownawcza koncepcji obstugi btedéw logiki bizneso-
Piotr Wos wej w obszarze programowania objetym paradygmatem funk- 2023
cyjnym
Analiza i poréwnanie dwoch wybranych narzedzi automatycz-
Mateusz Sykut nego testowania aplikacji webowych: Selenium oraz TestCafe 2023
Karolina Wojcik Opracowan1e allgory-tm.u optymalnego wyboru hulajnogi na 9022
podstawie lokalizacji uzytkownika
Kamil Kucharski Anghza.u. wybranych al.gorytm(.)w optymahzacp w kontekscie 9022
aplikacji do zarzadzania obowigzkami domowymi
Olga Satagacka Analiza poréwnawcza wybranych metod rozpoznawania tek- 9022
stu na obrazach cyfrowych
Badanie wykorzystania sieci Generative Adversarial Network
Pawel Talaga (GAN) w celu zwigkszania rozdzielczosci obrazow cyfrowych 2022
Analiza i poréwnanie dwoch wybranych narzedzi testowa-
Ewa Kulesza nia oprogramowania opierajacych si¢ na strategii testowania 2020

Behavior-Driven Development
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3 Prace dyplomowe inzynierskie

Dyplomant(ci) Tytul pracy Rok obrony
Rozproszony system przeprowadzajacy testy obcigzenio-
Jakub Baczek we aplikacji webowej typu REST 2020
. | Aplikacj il jezyk lizujaca i -
prmysto Sl | AP bl v ek Ol e |
Krzysztof Gustalik 1ajaca sygnaty , . ¢ P &
niepetnosprawnodciag stuchu
Mateusz Sykut Aplikacja webowa w JQZ}/‘kL.l Pytho? wspomagajaca pro- 2019
ces optymalnego planowania podrozy
. Przewidywanie cen akcji z wykorzystaniem rekurencyj-
Do Nguyen Tien nej sieci neuronowej typu Long Short-Term Memory 2019
Dariusz Porowski Implementacja algorytmu ewolucyjnegg optyglahzuj ace- 2018
go ruch robota w przestrzeni dwuwymiarowej
R Zastosowanie wybranej metody rozpoznawania obrazow
Pawel Podgoérski o o . .
) w aplikacji mobilnej do oceny sktadu biochemicznego 2018
Mateusz Staszkow , .
produktéw gastronomicznych
Wieloplatformowa aplikacja mobilna stworzona z wy-
Michat Dabrowski korzystaniem technologii React-Native, ktorej zadaniem 2018

jest wspomaganie procesu pakowania przed wyjazdem
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4 Aktywno$é o charakterze organizacyjnym:

e Wspolorganizowanie konferencji naukowej International Conference on
Hybrid Artificial Intelligence Systems (HAIS) 2023.

e Wspolorganizowanie konferencji naukowej International Conference on
Hybrid Artificial Intelligence Systems (HAIS) 2021.

e Wspolorganizowanie konferencji naukowej International Conference on
Soft Computing Models in Industrial and Environmental Applications

(SOCO) 2021.

e Pelnienie funkcji sekretarza seminarium Zaktadu Sterowania w Instytu-
cie Sterowania i Elektroniki Przemystowej na Wydziale Elektrycznym
Politechniki Warszawskiej.

5 Dodatkowe informacje

Przyznane nagrody i wyrdéznienia

e Nagroda Best Paper za najlepsza publikacje naukowa w roku 2021 przy-
znana w ramach projektu ,Inicjatywa Doskonatosci — Uczelnia Badaw-
cza (IDUB)” za artykut pod tytutem “Clustering-based adaptive Ne-
ighborhood Retrieval Visualizer” opublikowany w czasopismie nauko-
wym Neural Networks (Impact Factor JCR 2022: 9.657, 200 punktéw
MEIN).

e Certyfikat programistyczny “Sun Certified Programmer for the Java
Platform 6.0 SE” wydany przez firme¢ Sun Microsystems.

e Nagroda trzeciego stopnia przyznana przez Politechnike Warszawska
za osiagniecia naukowe w latach 2011-2012. Nagroda przyznana w paz-
dzierniku 2013.

Podpis wnioskodawcy
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